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Resumo

ROST, Marcelo Cotta. Interpretação das incertezas dos modelos de velocidades
estimados através de tomografia por tempos de trânsito. Dissertação de Mestrado,
Universidade Federal Fluminense. Niterói, p. 127. 2024.

As representações detalhadas da subsuperfı́cie através do imageamento sı́smico são
resultado de avanços nas técnicas de aquisição de dados e processamento, entre elas
destacam-se a estimativa de velocidades e a migração sı́smica. A qualidade e
confiabilidade de uma imagem sı́smica dependem do campo de velocidade estimado
através de processos de inversão do dado registrado, sendo este um problema mal
condicionado em que não se espera unicidade. Essa ambiguidade pode ser avaliada
com medidas de incertezas envolvidas no processo que, devidamente identificadas,
podem servir como ferramentas valiosas para avaliação e mitigação de riscos em
áreas exploratórias. A tomografia sı́smica é uma técnica baseada no método inverso e
desde meados da década de 1970 tem sido utilizada para estimativas de modelos de
velocidade para sismologia. As incertezas da inversão tomográfica podem ser
acessadas através das matrizes de covariância a posteriori, baseando-se na inferência
Bayesiana. Neste trabalho apresenta-se a caracterização destas incertezas de acordo
com certas variáveis envolvidas na tomografia por tempos de trânsito, buscando
interpretar os resultados diante de diferentes cenários geológicos. Através de um
algoritmo de modelagem por traçado de raios e inversão de velocidades, foram
realizadas diversas inversões, com diferentes modelos e estratégias de regularização,
para identificar a distribuição das incertezas e suas relações com as variáveis. Durante
as etapas de inversões, realizou-se a comparação do uso da regularização de
Tikhonov de ordem 0 e de segunda ordem para a obtenção de modelos coerentes.
Modelos mais simples, com distribuição homogênea de velocidade constante,
apresentaram a distribuição geométrica de desvios de velocidade relacionados
diretamente com a amostragem da subsuperfı́cie. Modelos de gradiente vertical
apresentam desvios-padrão crescentes em profundidade, acompanhando a tendência
da velocidade. Em casos de modelos com geometria complexa, é possı́vel observar
coerência entre as distribuições de incertezas e anomalias de velocidades. Tal
abordagem valoriza o uso desse recurso para auxiliar na interpretação de imagens e
respectivos modelos de velocidades estimados.

Palavras-chave: Tomografia por tempos de trânsito. Regularização. Incertezas. Matriz
de Covariância.



Abstract

ROST, Marcelo Cotta. Uncertainties interpretation in velocity models estimated
through traveltime tomography. Dissertation (Master of Science), Fluminense
Federal University. Niterói, p. 127. 2024.

Detailed representations of the subsurface through seismic imaging are the result of
advances in data acquisition and processing techniques, with particular emphasis on
velocity estimation and seismic migration. The quality and reliability of a seismic image
depend on the velocity field estimated through processes of inversion of the recorded
data, this being an ill-posed problem in which uniqueness is not expected. This
ambiguity can be evaluated with measures of uncertainties involved in the process that,
properly identified, can serve as valuable tools for risk assessment and mitigation in
exploratory areas. Seismic tomography is a technique based on the inverse method
and since the mid-1970s has been used for velocity model estimates for seismology.
The uncertainties of tomographic inversion can be accessed through the covariance
matrices a posteriori, based on Bayesian inference. This work presents the
characterization of these uncertainties according to certain variables involved in
traveltime tomography, attempting to interpret the results in different geological
scenarios. Through a ray tracing and velocity inversion modeling algorithm, several
inversions were performed, with different models and regularization strategies, to
identify the distribution of uncertainties and their relationships with the variables. During
the inversion stages, a comparison was made of the use of zero-order and
second-order Tikhonov regularization for obtaining coherent models. Simpler models,
with a homogeneous distribution of constant velocity, presented the geometric
distribution of velocity deviations directly related to subsurface sampling. Vertical
gradient models present standard deviations increasing with depth, following the
velocity trend. In cases of models with complex geometry, coherence between
uncertainty distributions and velocity anomalies can be observed. The approach values
the use of this resource to assist images interpretation and respective estimated
velocity models.

Keywords: Traveltime tomography. Regularization. Uncertainties. Covariance Matrix.
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gradiente próximo do Grupo I de modelos . . . . . . . . . . . . . . . 110

Figura 55 – Incertezas do modelo original gradiente com modelo inicial com
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V0 Matriz com vetores que compõe o espaço nulo do modelo após a decomposição
por SVD

S Matriz com com os valores singulares após a decomposição por SVD

Sp Matriz com com os valores singulares positivos e diferentes de zero após
a decomposição por SVD

Gy Pseudo-inversa de Moore-Penrose

my Vetor de modelos estimado a partir da Pseudo-inversa de Moore-Penrose

G� g Inversa generalizada

Rd Matriz de resolução do dado

Rm Matriz de resolução do modelo

Wm Matriz de pesos dos parâmetros do modelo
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REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115
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1 Introdução

O imageamento s�́smico é um elemento imprescind�́vel para a exploração e

produção de petróleo nas bacias sedimentares, e é inegável que técnicas de aquisição

de dados, de estimativas de velocidades e de migração s�́smica têm avançado

rapidamente na produção de representações detalhadas da subsuperf�́cie. No entanto,

os méritos da ascensão tecnológica do imageamento s�́smico podem muitas vezes ser

confundidos com uma falsa percepção de acurácia cinemática e dinâmica dos sinais

processados.

Uma imagem s�́smica migrada pode ser caracterizada como o resultado de

operações de reposicionamento dos registros das energias re�etidas em subsuperf �́cie

para sua verdadeira localização espacial (Jones, 2014). A qualidade e con�abilidade

do reposicionamento dependerá da razão sinal-ru�́do do dado registrado, do campo de

velocidade utilizado na migração e do algoritmo e tipo de migração empregado (Gray;

Satyavani, 2021). O campo de velocidades utilizado para o imageamento é estimado

através da inversão do dado registrado, sendo este um problema mal condicionado em

que não se espera unicidade. A solução calculada para uma determinada área é

usualmente obtida através de várias iterações de inversões, buscando minimizar a

distância entre o dado calculado e o dado observado. Muitas vezes são necessárias

interpretações baseadas nas caracter�́sticas petrof�́sicas de determinada região para

que a con�gura ção do modelo não fuja das premissas geológicas conhecidas. E ao

buscarmos a solução �nal da invers ão, diversos outros modelos poss�́veis serão

descartados sem que sejam devidamente analisados ou sequer considerados. Osypov

et al. (2013) mencionam que esta ambiguidade em se estimar as velocidades s�́smicas

pode nunca ser erradicada, o que torna a medida quantitativa destas incertezas uma

ferramenta valiosa para avaliação e mitigação de riscos envolvidos na obtenção de

imagens bem focalizadas e posicionadas da subsuperf�́cie, cruciais para os processos

de exploração e produção de campos de petróleo.

A tomogra�a s �́smica é um método inverso utilizado desde a década de 1970,

inicialmente implementado para determinação de modelos de velocidade e localização

de hipocentros em estudos de sismos naturais através dos tempos de trânsito

(Rawlinson et al., 2014). Assim que o imageamento s�́smico avançou para 3
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dimensões, em dom�́nios de pré-empilhamento e profundidade, a indústria procurou

estabelecer técnicas mais adequadas para estimar as velocidades s�́smicas de

migração (Woodward et al., 2008). A tomogra�a s �́smica acompanhou esse

desenvolvimento e se tornou essencial nos últimos anos para a obtenção de modelos

de velocidades (Messud; Guillaume; Lambaré, 2021).

No in�́cio da década de 90 a tomogra�a de re�ex ão, como é chamada a técnica

que aborda os caminhos da fonte ao re�etor e do re�etor ao receptor, era trabalhada

essencialmente no dom�́nio pré-migração, usando os agrupamentos por pontos médios

comuns (CMP - Common Mid Point) para calcular os res�́duos traço a traço (Stork, 1992).

A proposta de Stork (1992) apontou o uso da tomogra�a para o dom �́nio pós-migrado,

utilizando os agrupamento de pontos de re�ex ão comum (CRP - Common Re�ection

Point), e trazendo mais consistência para a técnica ao trabalhar com dados com

menos ru�́dos e em um dom�́nio de maior facilidade de interpretação dos resultados.

Essa adaptação da tomogra�a de re�ex ão para o dom�́nio pós-migrado também é

denominada de Migration Velocity Analysis (MVA) (Cox, 2004) e desde o �nal dos anos

90 tem sido incorporada �a indústria exploratória de petróleo (Cox, 2004; Woodward et

al., 2008).

Apesar da rápida popularidade de implementação do MVA, demais métodos de

tomogra�a s �́smica utilizando os tempos de trânsito também foram evoluindo durante

as últimas décadas. A Tomogra�a de Refra ção, ou tomogra�a por tempo das primeiras

chegadas, pode fornecer modelos robustos para regiões rasas de subsuperf�́cie

(Almeida, 2013; Bulhões, 2020). A Tomogra�a Po ço-a-Poço têm sido utilizada para

detalhar as velocidades dentro de uma determinada região entre poços e trabalha com

a transmissão de raios entre as fontes e receptores de localizações conhecidas (Cox,

2004). A Tomogra�a de Sismos Naturais tamb ém opera com dados somente em uma

direção, no entanto não se conhece a localização da fonte que também é um dos

objetivos dessa inversão (Cox, 2004). A Tomogra�a por Commom Focus Point (CFP)

opera a partir de operadores focais em posições inicialmente desconhecidas que são

calculados através do traçamento de raios em uma direção via o modelo inicial. De

maneira iterativa utilizam-se esses operadores junto aos registros s�́smicos reais para

se obter um diferencial de tempo que será utilizado na atualização do modelo de

velocidades (Jin; McMechan, 2014).

Independente da forma como é utilizada, a tomogra�a por tempos de tr ânsito é
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uma das principais técnicas para realizar análises de velocidade e tem sido bastante

utilizada devido a certas caracter�́sticas que facilitam sua aplicação, como por exemplo

a implementação numérica e�ciente e a possibilidade de se trabalhar com informa ções

a priori (Messud; Guillaume; Lambaré, 2021). Devido �a natureza amb�́gua do problema

inverso tomográ�co, a resposta �nal nunca ser á exata (Jones, 2014). Por essa razão, as

incertezas embutidas nesse processo e as formas de evidenciá-las têm sido abordadas

em diversas pesquisas nas últimas décadas.

Em um trabalho envolvendo a tomogra�a por CFP, Chi ţu, Al-Ali e Verschuur (2008)

mostram que, utilizando diferentes modelos adicionais de entrada e parametrizações

adequadas, pode-se obter um conjunto de soluções de inversão suscet�́vel a análise

estat�́stica e estimativa de erro (Chiţu; Al-Ali; Verschuur, 2008). Em Bell et al. (2016)

observa-se uma abordagem diferente, em que é realizada uma série de pequenas

mudanças no modelo original, estimando-se modelos perturbados através de inversão

tomográ�ca, e avaliando os erros residuais depois da migra ção, com o propósito de

compor um atributo de erro de posição em determinadas seções. Esses trabalhos

mostram uma interessante abordagem para as incertezas, no entanto não parecem

fornecer informações abrangentes sobre a incerteza do método, além de requererem

um exerc�́cio exaustivo de inversões.

Outra linha de abordagem, que parece ter sido mais bem desenvolvida nos

últimos anos, são os métodos que trabalham com simulações de modelos poss�́veis a

partir da função de densidade de probabilidade (probability density function - PDF).

Essa função é calculada com a matriz de covariância a posteriori, obtida através de

premissas estat�́sticas da inversão (Tarantola, 2005), como apresentado em Duffet e

Sinoquet (2002) e Duffet e Sinoquet (2006). Nesse âmbito, Osypov et al. (2013)

propuseram recriar modelos a partir das incertezas contidas nesta matriz e, diante de

alternativas de modelos viáveis, demonstraram que é poss�́vel trabalhar com cenários

quantitativos para mapas de Probabilidade de Sucesso, avaliações de volumes de

rochas e análises de Geohazard. As incertezas estruturais de imageamento usando a

matriz de covariância a posteriori foram abordadas também nos trabalhos de Messud

et al. (2017) e Messud, Guillaume e Lambaré (2021), que, ao �m, conseguiram gerar

volumes 3D de erros de posicionamento em profundidade, que se apresentam como

ferramentas muito valiosas para as análises de cenários e riscos.

Diante das pesquisas que abrangem esse tema, observam-se esforços cont�́nuos
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para a descrição e formas de utilização da incerteza na análise da velocidade estimada

pela inversão tomográ�ca por tempos de tr ânsito. Se pudéssemos apontar uma lacuna

para estes trabalhos apresentados, ela seria a falta de um foco mais descritivo, em como

se apresentam as incertezas de acordo com diferentes aspectos de implementação da

tomogra�a, principalmente no que diz respeito �as informações a priori sobre o modelo

a ser buscado e a interpretação das variâncias diante do contexto geológico trabalhado.

Dessa forma, surgem os objetivos deste trabalho:

• Identi�car as incertezas (de forma quantitativa e/ou qualitativa) associadas �a

inversão tomográ�ca por tempos de tr ânsito, mediante diferentes cenários de

conhecimento a priori.

• Interpretar e contextualizar estas informações diante do experimento de inversão

proposto e a partir do cenário geológico apresentado.

Para atingir estes objetivos foram realizados estudos experimentais através de

um algoritmo de inversão tomográ�ca. Ap ós uma série de inversões, envolvendo

modelos com cenários geológicos distintos, foi poss�́vel identi�car incertezas e a

relação destas com as restrições utilizadas para conduzir uma inversão com resultado

satisfatório. Mais de 100 diferentes cenários foram considerados e os resultados

são apresentados de acordo com a complexidade do modelo envolvido e do tipo de

experimento. As soluções �nais estimadas s ão apresentadas acompanhadas com os

modelos de incertezas e a descrição geométrica do experimento. Há uma relação direta

entre o cálculo das incertezas e o uso de regularização, técnica que busca estabilizar o

problema inverso. Há certas limitações do algoritmo e na proposta de con�gura ção de

aquisição dos dados utilizados, mas é poss�́vel realizar uma boa caracterização dos

modelos de incertezas diante dos resultados obtidos. Modelos mais simples, como o

homogêneo, tendem a apresentar distribuição de desvios relacionados diretamente com

a amostragem da subsuperf�́cie. Modelos de gradiente vertical apresentam desvios-

padrão crescentes com a profundidade, acompanhando a tendência da velocidade.

Em casos mais complexos, é poss�́vel observar coerência entre as distribuições de

incertezas e anomalias de velocidades.

O trabalho está organizado em 6 cap�́tulos. No cap�́tulo 2 apresenta-se a

fundamentação teórica da técnica de inversão e a aplicação para a tomogra�a por

tempos de trânsito. No cap�́tulo 3 a metodologia é apresentada, detalhando o uso do
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algoritmo, os experimentos propostos e as formas de analisá-los. No cap�́tulo 4

apresentamos o conjunto de aplicações realizadas e os resultados obtidos. Diante dos

dados, no cap�́tulo 5 discutem-se as limitações observadas na realização do estudo e

são destacados os resultados que servem de base para o entendimento das incertezas

calculadas nas inversões. No cap�́tulo 6 ressalta-se esse entendimento sobre as

incertezas a partir de tomogra�a por tempos de tr ânsito e como avançar na pesquisa

para melhor uso de incertezas de velocidades s�́smicas na avaliação de riscos

exploratórios.
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2 Fundamentação Teórica

A tomogra�a pode ser de�nida como uma t écnica de imageamento transversal

de um objeto utilizando sua resposta não destrutiva a partir de uma fonte de energia

externa (Lo; Inderwiesen, 1994). A fonte s�́smica é um exemplo de energia externa que

pode ser usada para amostrar o alvo de interesse geológico, e podemos representar

a propagação das ondas s�́smicas ao longo do tempo através de traçado de raios.

Essa é uma técnica geof�́sica aplicada de maneira ampla, desde estudos da estrutura

terrestre em escala global até re�namentos de velocidades em regi ões entre poços.

Em qualquer n�́vel de escala que se trabalhe, existirão incertezas inerentes �a técnica.

A aplicação da tomogra�a por tempos de tr ânsito envolve uma série de conceitos

fundamentados na teoria do método inverso e na aproximação da propagação de ondas

s�́smica através de raios. No item 2.1 apresenta-se a teoria do método inverso na forma

discreta, algumas maneiras de estabilizar o processo e os conceitos que a aproximam

para uma abordagem estat�́stica. Já no item seguinte (2.2), esses fundamentos são

utilizados para descrever a técnica de inversão tomográ�ca por tempos de tr ânsito e as

formas de analisar seus resultados.

2.1 O método inverso e a estimativa das incertezas

A estimativa e distribuição da velocidade da onda compressional em subsuperf�́cie

são calculadas a partir de dados registrados em superf�́cie. Assim como os demais

problemas geof�́sicos, a solução se dá a partir do método inverso (Menke, 2012; Sen;

Stoffa, 2013; Aster, 2019). Para entendermos a técnica da tomogra�a, sua aplica ção e

como obter valores de incerteza a partir de um experimento é necessário revisarmos

alguns conceitos fundamentais de inversão. A seguir serão apresentadas a teoria

básica para o método inverso, algumas estratégias de estabilização e a visão do

problema com a abordagem estat�́stica.
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2.1.1 O método inverso

Dentro do método s�́smico estamos trabalhando sempre com os dados d na forma

discreta e podemos representá-los como um vetor do tipo coluna, assim como o modelo

m da Terra também pode ser representado desta forma (Sen; Stoffa, 2013):

d = [ d1; d2; d3; :::; dN ]T

m = [ m1; m2; m3; :::; mM ]T
(2.1)

em que N identi�ca o n úmero total de dados observados, M é o número total de

parâmetros do modelo e T signi�ca transposto.

Os dados sintéticos, ou calculados, podem ser gerados por um cálculo de

modelagem direta usando um vetor de modelo m (Sen; Stoffa, 2013):

dcalc = G(m) (2.2)

em que G é o operador de modelagem direta, que pode ter diferentes formas a

depender da formulação do problema (Aster, 2019). Na tomogra�a por tempos de

trânsito os dados d, observados ou calculados, são os tempos de trânsito e o modelo

m é caracterizado pelo campo de velocidade V.

Em um processo de otimização, a solução para o problema inverso deve ser

minimizar o res�́duo entre o dado observado e o dado calculado (Sen; Stoffa, 2013). O

res�́duo é representado por um vetor:

e = dobs � dcalc = dobs � G(m); (2.3)

e que pode ter a sua norma calculada através de um somatório dos elementos de um

vetor (Menke, 2012):

Ln : kekn =

"
X

i

jei jn
#1=n

; (2.4)

com i representando cada elemento do vetor e e n a potência da norma. O método dos

m�́nimos quadrados utiliza a norma L2 pra quanti�car o tamanho do res �́duo (Menke,

2012), e isso tem um signi�cado importante para a abordagem estat �́stica (item 2.1.3).

De acordo com Sen e Stoffa (2013), em problemas geof�́sicos é muito comum que

o operador G da equação 2.2 tenha um caráter não-linear e a função objetivo (a função

que descreve o res�́duo e) tenha uma forma complicada com múltiplos m�́nimos. Se o
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problema permitir, pode-se usar aproximações para linearizar a operação e simpli�car

essa função a ser obtida para melhor de�ni ção do m�́nimo a ser encontrado. Neste

caso o operador G é linearizado na forma de uma matriz e a inversão do problema

pode ser resolvida utilizando métodos de álgebra linear já conhecidos.

Uma das formas de se obter uma linearização de um problema é usar uma

aproximação linear entre as pertubações nos dados e as pertubações nos modelo

(Sen; Stoffa, 2013). Assim, se o dado calculado for descrito a partir de um modelo

inicial ou de referência m0, dessa maneira:

dcalc = G(m0); (2.5)

e se o dado observado puder ser descrito como:

dobs = G(m0 + � m); (2.6)

podemos expandir em série de Taylor e, ignorando os termos de alta ordem (Sen;

Stoffa, 2013), chegaremos em:

dobs � dcalc =
@g(m0)

@m

�
�
�
�
�
m= m0

� m (2.7)

ou

� d = G0� m (2.8)

em que G0 é a matriz das derivadas parciais do dado calculado em relação aos

parâmetros do modelo inicial ou de referência, também denominada de matriz de

sensibilidade. Essa é a relação linear entre os dados e as pertubações no modelo que

será explorada mais �a frente para solução iterativa de problemas não lineares.

Um dos métodos mais bem conhecidos e utilizados para solução de problemas

lineares é o método dos m�́nimos quadrados, que utiliza a norma L2 e tem a função

objetivo descrita desta forma (Sen; Stoffa, 2013):

E(m) = eT e = ( d � Gm)T (d � Gm): (2.9)

Buscando a minimização de E com relação ao modelo m ( @E
@m = 0), obtemos (Sen;

Stoffa, 2013; Menke, 2012):

GT Gm � GT d = 0; (2.10)

e para o caso que exista a inversa [GT G]� 1, os parâmetros do modelo podem ser

estimados dessa forma (Sen; Stoffa, 2013; Menke, 2012):

mest = [ GT G]� 1GT d: (2.11)
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Essa é uma das formas mais simples de se resolver um problema inverso linear e deve

vir acompanhada com três questões essenciais sobre a solução para a inversão, de

acordo com Aster (2019): EXISTÊNCIA, em que leva-se em consideração a

possibilidade de não existir modelo que descreva exatamente o dado, por questões de

aproximações teóricas insu�cientes ou de n �́vel de ru�́do no dado real;

NÃO-UNICIDADE, que considera que a solução existente pode não ser única e

diferentes modelos descreverão o mesmo dado, o que indica uma dependência dos

parâmetros do problema (existe espaço nulo dos modelos); INSTABILIDADE, porque a

partir de pequenas mudanças nas medidas podem ser geradas instabilidades nos

cálculos e enormes mudanças no modelo estimado devido ao mal condicionamento do

problema. Esses critérios foram estabelecidos por Jaqcues Hadamard, em 1902, para

a determinação de um problema inverso bem-posto ou mal-posto (Landa; Treitel,

2016).

Essas caracter�́sticas de dependência e mal condicionamento de um sistema

de equações lineares podem ser exploradas usando a decomposição por valores

singulares (SVD - singular value decomposition) (Aster, 2019). Nesse caso a matriz G

pode ser dividida dessa forma:

G = USVT ; (2.12)

em que U é uma matriz ortogonal N x N com vetores que de�nem o espa ço dos dados,

V é uma matriz ortogonal M x M com vetores que de�nem o espa ço dos modelos, e

S é uma matriz diagonal N x M contendo os valores singulares (Aster, 2019). E se

separarmos os valores singulares positivos e diferentes de zero na matriz Sp podemos

representar G da seguinte forma:

G = [ Up; U0]
�

Sp 0

0 0

�
[Vp; V0]T ; (2.13)

com Up e Vp sendo vetores linearmente independentes que compõe as bases

ortonormais do espaço efetivo dos dados e dos modelos, e os vetores colunas de U0 e

V0 compõem o espaço nulo dos dados e do modelo, respectivamente (Aster, 2019).

Essa é uma importante estratégia de inversão que permite obter uma inversa

generalizada de G, identi�cada pelo s �́mbolo y, chamada de pseudo-inversa de Moore-

Penrose (Aster, 2019):

Gy = VpS� 1
p UT

p ; (2.14)
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com a solução my podendo ser de�nida da seguinte forma:

my = Gyd; (2.15)

o que ajustaria a dependência dos parâmetros do problema para encontrar esta solução.

Podemos agora associar esta proposta com o método dos m�́nimos quadrados

(equação 2.11), partindo do princ�́pio que a solução dos m�́nimos quadrados é baseada

na norma L2 do res�́duo e (Menke, 2012). Dessa forma, podemos dividir os problemas

inversos da seguinte forma, adaptando a classi�ca ção de Menke (2012) e os casos

apontados por Aster (2019):

1. PROBLEMA BEM DETERMINADO. Nesses problemas o número de informações

dispon�́veis (equações) é a mesma dos parâmetros do modelo (incógnitas), e

a solução existe, sendo única e com res�́duo zero (Menke, 2012). Não existe

espaço nulo dos dados e do modelo (Aster, 2019).

2. PROBLEMA INDETERMINADO. Nesse caso, o número de informações

dispon�́veis é insu�ciente em rela ção aos parâmetros do modelo (normalmente

N < M , mas dependerá da con�gura ção do problema), com os m�́nimos

quadrados produzindo múltiplas soluções com res�́duo e igual a zero (por

exemplo, ajustar uma reta a um ponto). Há espaço nulo de modelos (Aster, 2019)

e Menke (2012) aponta que estes problemas podem ser resolvido usando

premissas a priori, como a minimização da norma do modelo m. Veremos no

item 2.1.2 como essa questão é explorada ao usar a regularização. A solução

obtida pela inversa generaliza de Moore Penrose nesse caso é a solução de

norma m�́nima do modelo (Aster, 2019).

3. PROBLEMA SOBREDETERMINADO. São os casos onde há mais dados

dispon�́veis do que parâmetros do modelo a serem estimados (N > M ) e os

m�́nimos quadrados produzem uma solução que é a melhor aproximação

poss�́vel considerando-se o critério de res�́duo de�nido pela norma L2. Há

espaço nulo dos dados e a solução pela inversa generaliza de Moore Penrose é

a mesma que a dos m�́nimos quadrados. No entanto, seu uso pode induzir mais

estabilidade no cálculo (Aster, 2019).

4. PROBLEMA MISTO. Esse caso é descrito em Menke (2012) como um problema

com informação insu�ciente e res �́duo e diferente de zero, indicando que a
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con�gura ção do problema envolve ambos casos indeterminados e

sobredeterminados. Como há espaço nulo dos modelos, a solução pelos

m�́nimos quadrados não é única e o uso da pseudoinversa de Moore Penrose

garante a norma m�́nima do modelo (Aster, 2019).

Essa classi�ca ção e suas propostas de soluções são relevantes para a

caracterização do experimento aqui proposto. Por exemplo, o experimento sintético

envolvendo tomogra�a s �́smica deve se aproximar aos casos reais, e é comum se optar

por mais dados que parâmetros do modelo a serem de�nidos, o que tende a reduzir o

grau de indeterminação do problema. O controle da indeterminação também pode ser

feito nos critérios de parametrização do modelo. De maneira geral a tomogra�a pode

ser descrita como um problema de determinação misto (Cox, 2004), sendo necessária

a aplicação de técnicas de regularização para lidar com uma solução adequada.

Veremos essa estratégia no item 2.1.2.

Se considerarmos que o operador da solução por m�́nimos quadrados da equação

2.11 consegue resolver o problema inverso, podemos separá-lo com o intuito de estudar

algumas propriedades da inversão (Menke, 2012). Esse operador tem a forma de uma

matriz que é frequentemente chamada de inversa generalizada e representada pelo

s�́mbolo G� g. De acordo com Menke (2012), para um caso de problema de m�́nimos

quadrados sobredeterminado podemos descrever a inversa generalizada dessa forma:

G� g = [ GT G]� 1GT : (2.16)

Nesses casos de sobredeterminação, o uso da pseudoinversa de Moore Penrose é

equivalente ao uso da inversa generalizada (Aster, 2019).

A determinação da inversa generalizada é importante para os estudos da matriz

de resolução dos dados e do modelo, o que ajuda a caracterizar a solução encontrada.

Em uma estimativa de parâmetros do modelo dada por mest = G� gdobs podemos obter:

dcalc = Gmest = G[G� gdobs] = [ GG� g]dobs = Rddobs: (2.17)

Rd portanto é uma matriz quadrada, de dimensões N x N , e é chamada de matriz

de resolução dos dados (Menke, 2012). Essa matriz descreve a qualidade do dado

calculado em relação ao observado, sendo representada pela matriz identidade I se o

res�́duo for zero (Menke, 2012).
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A qualidade dos parâmetros do modelo calculados também pode ser caracterizada

de forma semelhante. Podemos expressar essa matriz considerando que exista um

modelo de parâmetros \ reais" mreal que resolva a equação dobs = Gmreal e usando a

expressão para uma estimativa de parâmetros tal como:

mest = G� gdobs = G� g[Gmreal ] = [ G� gG]mreal = Rmmreal : (2.18)

A matriz Rm é uma matriz quadrada, com dimensão M x M , denominada matriz de

resolução do modelo (Menke, 2012). Se for caracterizada como uma matriz identidade

I , indica que o modelo foi determinado de uma maneira única (Menke, 2012), ou seja,

não há espaço nulo dos modelos (Aster, 2019).

Os elementos de inversão apresentados até o momento foram quase

exclusivamente direcionados para problemas inversos de caráter linear e que podem

ser resolvidos como sistemas lineares de equações algébricas (Aster, 2019). No

entanto, alguns problemas inversos, como o caso da tomogra�a s �́smica, são

classi�cados como n ão-lineares e exigem o desenvolvimento de estratégias iterativas

para a busca de uma solução.

Conforme Sen e Stoffa (2013), uma dessas estratégias para se obter a solução

de problemas inversos não-lineares é através de algum método de otimização local.

Procura-se o m�́nimo de uma função objetivo E(m) por meio da linearização da função

a partir de um modelo inicial. Esse tipo de método usa um gradiente local ou a

curvatura (ou os dois) para computar uma atualização no modelo atual e iterativamente

ir checando a função objetivo até que se atinja um valor m�́nimo aceitável. A e�ci ência

da otimização é dependente do formato da função objetivo, que pode conter múltiplos

m�́nimos locais (Sen; Stoffa, 2013). Consequentemente, a escolha do modelo inicial é

essencial para que a solução não �que condicionada �a um m�́nimo local muito distante

do m�́nimo global da função.

Um dos mais populares métodos de otimização local é o de Newton, que usa

como ideia a aproximação local quadrática da função objetivo E(m) a ser minimizada a

cada iteração, e que tem o modelo atualizado calculado da seguinte forma (Sen; Stoffa,

2013):

mn+1 = mn �
�
rr E(mn )

� � 1
r E(mn ) = mn � � nH � 1(mn )r E(mn ); (2.19)

em que H é a matriz de segundas derivadas chamada de Hessiana, e � n é o tamanho

do passo a cada iteração.
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Partindo da descrição do funcional vista até o momento em 2.9, considerando Gn

como a matriz de derivadas parciais dos dados em relação aos parâmetros do modelo

(Sen; Stoffa, 2013), e usando a aproximação de Gauss-Newton que ignora o termo de

alta ordem da Hessiana (Aster, 2019), chegamos �a seguinte fórmula para a atualização

do modelo a cada iteração:

� m = � � n (GT
n Gn )� 1GT

n � d; (2.20)

que é muito similar �a solução linear dos m�́nimos quadrados (2.11) apresentada

anteriormente.

2.1.2 Estratégias de regularização

A não-unicidade e a instabilidade, descritas anteriormente, estão presentes nos

problemas inversos geof�́sicos pois são inerentemente mal condicionados (Sen; Stoffa,

2013). A regularização é uma técnica que procura melhorar o condicionamento do

problema alterando as caracter�́sticas do funcional a ser otimizado, restringindo a

solução e estabilizando o problema. O procedimento pode ser resumido como a adição

de uma função do modelo Em �a função objetivo do dado Ed, dessa forma (Sen; Stoffa,

2013):

E = Ed + �E m ; (2.21)

sendo que � representa o fator de regularização. A escolha de um fator � adequado

é importante para balancear os termos da da função objetivo que será otimizada,

controlando a restrição do termo do modelo para obter uma solução aproximada

estável (Menke, 2012; Sen; Stoffa, 2013).

Buscando o m�́nimo da função objetivo com as restrições no modelo (Sen; Stoffa,

2013; Aster, 2019):

min kGm � dk2
2 + � kmk2

2; (2.22)

obtemos a conhecida solução dos m�́nimos quadrados ponderada,

mest = [ GT G + �I ]� 1GT d: (2.23)

Esse tipo de regularização pode ser de�nido por uma formula ção generalizada do

funcional (Sen; Stoffa, 2013):

E(m) = ( d � Gm)T (d � Gm) + mT �W mm; (2.24)
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em que Wm pode ser interpretada como uma matriz de pesos (Menke, 2012). E a

solução de m�́nimos quadrados para minimização desta função objetivo é dada por

(Sen; Stoffa, 2013):

mest = [ GT G + �W m ]� 1GT d: (2.25)

Quando a matriz de pesos Wm é de�nida pela matriz identidade I , considera-se como

a aplicação da regularização de Tikhonov de ordem 0 (Sen; Stoffa, 2013), que é similar

�a equação 2.23. As regularizações de Tikhonov de primeira e segunda ordem são

de�nidas com a incorpora ção das primeiras e segundas derivadas do modelo (Sen;

Stoffa, 2013) na forma de matrizes Wm = D T D com as linhas dos operadores contendo

D1 = [ :::; � 1; 1; :::] e D2 = [ :::; 1; � 2; 1; :::], respectivamente (Menke, 2012). Nos casos

em que a con�gura ção do modelo abrange mais de uma dimensão espacial a aplicação

destes operadores deve ser ajustada, e como exemplo podemos citar a substituição do

operador de segunda ordem para uma aproximação por diferenças �nitas do operador

Laplaciano (Aster, 2019). A aplicação desse operador pode ser interpretada como uma

suavização dos parâmetros do modelo (Menke, 2012).

Muitas vezes a regularização está vinculada com alguma informação independente

do dado e que é imposta para restringir a solução do modelo. Esse v�́nculo é descrito

como informação a priori e sua implementação pode ser realizada através de diferentes

restrições para a solução dos parâmetros do modelo a ser calculado (Sen; Stoffa, 2013;

Menke, 2012). O uso de um modelo de referência é uma dessas. Se considerarmos

que a estimativa a ser encontrada não pode ser muito diferente de um modelo a priori,

isso implica em condicionar o funcional da seguinte forma (Sen; Stoffa, 2013):

E(m) = ( d � Gm)T (d � Gm) + � (m � mp)T (m � mp); (2.26)

com � determinando a relativa importância para o modelo de referência a priori mp.

A solução para a minimização deste funcional, indicada por Menke (2012) como

m�́nimos quadrados amortecidos e considerando os pesos, é:

mest = [ GT WdG + �W m ]� 1[GT Wdd + �W mmp]; (2.27)

em que a matriz Wd de�ne a relativa contribui ção de res�́duos para cada dado (têm

relação com a acurácia do dado). Essa solução é descrita por Cox e Verschuur (2001)

em um problema de otimização iterativa e linearizada da seguinte forma:

� m = [ GT WdG + �W m ]� 1[GT Wd� d + �W m � mp ]; (2.28)
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com � mp = mest � mp.

Veremos no item 2.1.3 que as matrizes Wm e Wd tem relação com as matrizes de

covariância do modelo e do dado quando assume-se a premissa Gaussiana para os

erros.

A escolha do fator de regularização � adequado é importante para uma boa

implementação da regularização e sua de�ni ção pode ser estabelecida usando uma

curva na escala logar�́tmica entre os valores da norma do modelo na abscissa e da

norma dos res�́duos (Aster, 2019) na ordenada. Hansen e O'Leary (1993) discutem

diferentes métodos de regularização e a caracter�́stica do grá�co das normas em um

formato de L, e apresentam técnicas para a estimativa do ponto de máxima curvatura

dessa função, que indicaria o melhor parâmetro a ser escolhido para a regularização.

No entanto, não há consenso em relação a existência desse ponto de máxima

curvatura nesta função e isso dependerá se as escolhas de parametrização foram ou

não adequadas para cada caso espec�́�co (Valentine; Sambridge, 2018).

2.1.3 Abordagem Bayesiana

A teoria da inversão é apresentada neste trabalho em grande parte sob a ótica

da solução dos m�́nimos quadrados, que é uma técnica que se tornou popular pela

facilidade computacional e sua principal restrição surge ao se trabalhar com grandes

erros nos dados (Tarantola, 2005). Com essa solução também é poss�́vel trabalhar

de maneira simples a abordagem probabil�́stica através da premissa de que todas as

incertezas inicias do problema podem ser modeladas por uma distribuição Gaussiana,

e que, se a solução é linear ou próxima a isso, as incertezas a posteriori também

carregam as mesmas caracter�́sticas (Tarantola, 2005).

O Teorema de Bayes (equações A.5 e A.6) relaciona a probabilidade condicional de

ocorrência de um evento (que no caso de problemas inversos pode ser os parâmetros

de um modelo) a partir da ocorrência de outro evento (ou um conjunto de dados) – e

essa relação resulta em uma probabilidade a posteriori (Cowan, 1998). Utiliza-se a

informação anterior sobre a probabilidade de ocorrência do modelo independente do

dado – descrita como a probabilidade a priori do modelo, a probabilidade condicional

do conjunto de dado a partir deste modelo – denominada de verossimilhança, e a
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probabilidade a priori do dado (Cowan, 1998; Sen; Stoffa, 2013).

Para o caso dos problemas inversos, tratamos as probabilidades como funções

densidade de probabilidades (veja o apêndice A) e assumirmos que � D (G(m)) é a

função que descreve a verossimilhança, � M p (m) é a função que descreve a informação

a priori do modelo e que a função a priori dos dados pode ser interpretada como uma

constante de proporcionalidade (Tarantola, 2005; Sen; Stoffa, 2013; Duijndam, 1988).

Portanto, obtemos a seguinte relação para a função densidade de probabilidade a

posteriori do modelo � M (m) (Sen; Stoffa, 2013):

� M (m) / � D (G(m))� M p (m) (2.29)

A distribuição a priori do modelo � M p (m) expressa a nossa crença sobre o modelo

antes de coletar os dados, envolve certa subjetividade e grau de incerteza (Waqar;

Patel; Simon, 2023). Como exemplo podemos citar um conhecimento geológico de

certo modelo que buscamos como solução, fornecendo valores dos parâmetros e das

incertezas envolvidas através de uma densidade de probabilidade (Duijndam, 1988).

A função de verossimilhança � D (G(m)) fornece a informação de probabilidade do

dado condicionado a certa informação do modelo utilizado na modelagem direta, com

uma distribuição do ru�́do ou erro relacionado �as medidas (Waqar; Patel; Simon, 2023;

Duijndam, 1988). De certa maneira, informa o quão bom o modelo utilizado explica o

dado (Tarantola, 2005).

A distribuição a posteriori � M (m) nos fornece a densidade de probabilidade de

valores de parâmetros do modelo condicionados aos dados observados (Waqar; Patel;

Simon, 2023). A informação a priori do modelo é modi�cada pela fun ção de

verossimilhança, que é determinada pelo dado observado (Sen; Stoffa, 2013).

A estimativa numérica de uma acurada distribuição a posteriori � M (m) requer um

cálculo exaustivo das funções de verossimilhança � D (G(m)), ou seja, a avaliação da

modelagem direta abrangendo todo o espaço dos parâmetros do modelo, o que resulta

em uma tarefa com grande consumo de tempo (Sen; Stoffa, 2013). Uma aproximação

viável para descrever a distribuição a posteriori � M (m) é localizar o ponto de máximo

da curva, o que no caso de uma distribuição gaussiana seria a média, e computar a

covariância a partir da curvatura do erro no ponto máximo (Sen; Stoffa, 2013).
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Ao relacionar o método dos m�́nimos quadrados �a abordagem Bayesiana, Tarantola

(2005) descreve os elementos da seguinte forma:

• A informação a priori do modelo m é uma amostra de uma função densidade de

probabilidade gaussiana com a média mp e com uma matriz de covariância Cmp ,

dessa forma:

� M p (m) / exp(�
1
2

(m � mp)T C � 1
mp

(m � mp)) ; (2.30)

e assume-se que essa probabilidade a priori é independente do dado.

• A relação d = G(m) resolve o problema de modelagem direta, sem erros teóricos.

• Os dados também podem ser expressos por uma função densidade de

probabilidade gaussiana centrada em dobs e com uma matriz de covariância dos

dados Cd, da seguinte forma:

� D (d) / exp(�
1
2

(G(m) � dobs)T C � 1
d (G(m) � dobs)) ; (2.31)

Com esses elementos é poss�́vel calcular a função densidade de probabilidade a

posteriori através da inferência Bayesiana, de�nida at é uma constante de

proporcionalidade da seguinte forma por Messud, Guillaume e Lambaré (2021):

� M (m) / exp

"

�
1
2

(G(m) � dobs)T C � 1
d (G(m) � dobs) �

1
2

(m � mp)T C � 1
mp

(m � mp)

#

: (2.32)

Se considerarmos que � M (m) / exp( � E (m)
2 ) podemos comparar essa expressão com

a equação do funcional com regularização a priori 2.26 e deduzir as equivalências

entre Wd = C � 1
d e Wm = C � 1

mp
(Cox; Verschuur, 2001), assumindo as premissas

descritas anteriormente. Ou seja, da perspectiva Bayesiana, escolher os parâmetros

de regularização é equivalente a de�nir qual é a matriz de covariância do modelo a

priori (Valentine; Sambridge, 2018).

Para o caso linear, Tarantola (2005) mostra que o modelo médio em representa

o centro de uma função de densidade e probabilidade que pode ser obtido por essa

seguinte expressão:

em = ( GT C � 1
d G + C � 1

mp
)� 1(GT C � 1

d dobs + C � 1
mp

mp); (2.33)

com a matriz de covariância a posteriori de�nida da seguinte forma:

eCm = ( GT C � 1
d G + C � 1

mp
)� 1: (2.34)
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Mais uma vez, se compararmos a solução 2.33 com a expressão 2.26, veremos a

semelhança das soluções.

Tarantola (2005) esclarece que, se a função G(m) for claramente não-linear, a

probabilidade a posteriori � M (m) não é gaussiana (apêndice A). Mas em casos de

não-linearidade fraca, pode-se recorrer a linearização em torno do modelo mp, como

apresentado com o modelo inicial m0 na equação 2.6, e usa-se um método iterativo

de otimização, como o de Gauss-Newton, para se estimar a atualização do modelo

(Tarantola, 2005):

mn+1 = mn � � n (GT C � 1
d G + C � 1

mp
)� 1

�
(GT C � 1

d � d + C � 1
mp

(mn � mp)
�
; (2.35)

em que � n é um fator de ajuste do passo. É conveniente que a escolha do ponto de

inicialização das iterações m0 seja o próprio mp, e uma vez que haja convergência

neste algoritmo a covariância a posteriori pode ser estimada conforme a equação 2.34

(Tarantola, 2005).

2.2 Inversão tomográ�ca por tempos de tr ânsito

A inversão tomográ�ca por tempos de tr ânsito é um problema inverso clássico. O

modelo a ser obtido é uma representação da estrutura da Terra na forma de velocidade

de propagação de onda, que dependerá da caracterização dos parâmetros do modelo

(Rawlinson; Sambridge, 2003). Considerando transmissão, refração e ondas

mergulhantes, os dados são os tempos das primeiras chegadas, obtidos através de

registros em superf�́cie, no fundo do mar ou em poços. A modelagem direta é realizada

através do traçamento de raios, uma representação da propagação das ondas

s�́smicas baseada na aproximação da equação da onda com frequências in�nitas (Zelt,

2021; Rawlinson; Sambridge, 2003). Uma vez estabelecidos estes critérios, a inversão

poderá ser calculada e o resultado �nal envolve v árias escolhas, sendo que existem

formas de monitorar a qualidade da solução �nal, como veremos a seguir.

2.2.1 Parametrização

A parametrização na inversão tomográ�ca pode ser descrita como a con�gura ção

do modelo que estamos querendo obter e abrange os parâmetros que podem in�uenciar
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no cálculo dos tempos de trânsito. Esses parâmetros podem ser expandidos para além

da de�ni ção do campo de velocidades, quando as posições em profundidade também

precisarem ser resolvidas (Cox, 2004). Neste trabalho estamos lidando somente com

a inversão do modelo de velocidade. Entre as várias formas para representação

paramétrica da subsuperf�́cie, separamos 2 que têm sido frequentemente utilizadas em

estudos de inversão tomográ�ca: em camadas e em grades regulares (Figura 1).

Figura 1 – Duas formas diferentes de parametrização. A) parametrização por camadas, com
interfaces e velocidades de�nidas por conjuntos de n ós de funções splines; B) grades
regulares, com velocidades de�nidas no centro de celas ou em pontos da grade.
Fonte: modi�cado de Cox (2004).

A parametrização por camadas envolve a delimitação de uma região na qual

a velocidade deve ser estabelecida por interfaces em profundidade (Cox, 2004). A

velocidade entre interfaces pode ser homogênea, ou representada por funções, o que

reduz signi�cativamente o n úmero de parâmetros a serem estabelecidos (Cox, 2004;

Ely; Malcolm; Poliannikov, 2018). Apesar desta vantagem, a boa representação da

variação da velocidade não é garantida e dependerá fortemente do número de camadas

e da posição de seus limites (Cox, 2004). Uma variação deste tipo de parametrização

é a utilização de parâmetros na forma de grades entre interfaces, o que induz liberdade

para representação de modelos complexos (Duffet; Sinoquet, 2006).

A parametrização da subsuperf�́cie por grades regulares propicia uma grande

�exibilidade para representar o modelo, sendo que a velocidade pode ser de�nida

tanto em relação aos pontos da grades como �a própria cela (Cox, 2004). A grande

desvantagem desta parametrização é a necessidade de se gerar um número imenso

de parâmetros a depender do n�́vel de detalhamento que se deseja obter, o que pode

trazer muito custo computacional e instabilidade para o problema, resultando em uma
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inversão inadequada (Cox, 2004).

2.2.2 Modelagem Direta

O tempo � de um raio partindo de uma fonte S até um receptor R pode ser

calculado através da modelagem direta da seguinte forma (Rawlinson; Sambridge,

2003):

� =
Z R

S

1
V(x; z)

dl; (2.36)

em que dl representa os segmentos in�nitesimais dos raios ao longo da trajet ória do

raio. A equação 2.36 é não linear pois a integração ao longo do raio depende do campo

de velocidade V (Rawlinson; Sambridge, 2003).

Na tomogra�a por tempos de tr ânsito, o cálculo dos tempos de trânsito entre fontes

e receptores é realizado através de traçamento de raios como extremos do Funcional

de Fermat, representando os caminhos que exigem o m�́nimo tempo (Cerveny, 2001).

No entanto, ao invés de traçar diretamente os raios de um ponto ao outro, existe uma

alternativa que é calcular o caminho de propagação de toda a frente de onda em um

meio isotrópico usando a solução por diferenças �nitas da equa ção eikonal (Rawlinson;

Sambridge, 2003). O resultado dessa modelagem é um campo de tempo de trânsito de

primeiras chegadas, que pode ser usado para determinar o caminho dos raios através

do gradiente dos tempos de trânsito (Rawlinson; Sambridge, 2003).

Considerando a aproximação da propagação de onda por uma premissa de

frequências in�nitas, podemos descrever a propaga ção de uma frente de onda através

da equação eikonal em 2 dimensões da seguinte forma (Rawlinson; Sambridge, 2003):

� @T
@x

� 2
+

� @T
@z

� 2
=

1
V 2(x; z)

; (2.37)

em que T é o tempo de trânsito de uma onda se propagando. A premissa de frequências

in�nitas, ou de altas frequ ências, indica que o comprimento de onda deve ser muito

menor que a escala de variação de velocidade do meio em que a onda está se

propagando (Rawlinson; Sambridge, 2003; Jones, 2014).

A equação eikonal (2.37) pode ser resolvida através da aproximação por

diferenças �nitas, desenvolvida de forma percursora por Vidale (1988) e rapidamente

aprimorada em outros estudos (Rawlinson; Sambridge, 2003). O método calcula todos
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os tempos de trânsito de um modelo em celas, expandindo o cálculo progressivamente

ao redor de uma fonte inicial e uma das suas limitações é que a geometria de

expansão da frente de onda pode não coincidir com a forma da frente de onda das

primeiras chegadas, especialmente em regiões com grandes contrastes de velocidade

(Rawlinson; Sambridge, 2003).

Podvin e Lecomte (1991) implementaram um método que se baseia no princ�́pio

de Huygens, em que tempos de chegada de fontes vizinhas são calculadas para a

computação da primeira chegada em um ponto local, e que pode ser usado para

computar as frentes de ondas das primeiras chegadas até mesmo em modelos com

grandes contrastes de velocidades. Conforme mencionado anteriormente, uma vez

que obtêm-se a matriz de tempos de trânsito para determinado modelo pode-se

realizar o traçado de raios dos receptores até a fonte iterativamente, com incrementos

de distâncias avançando de forma oposta ao máximo declive deste campo (Podvin;

Lecomte, 1991). Este é o método escolhido neste trabalho para realizar a modelagem

por traçados de raios.

A equação 2.36, que determina o tempo de um raio, tem caráter não-linear e

não tem solução inversa direta, no entanto, pode ser resolvida por métodos iterativos

linearizados. A linearização dos passos iterativos na tomogra�a s �́smica se baseia na

premissa que não há perturbações signi�cativas no caminho do raio quando se efetua

pequenos ajustes nos parâmetros do modelo a cada passo da inversão (Rawlinson;

Sambridge, 2003). Dessa forma, quando se considera uma pequena alteração no

modelo de velocidades �V (�m ) a partir de um modelo V e expandimos em série de

Taylor, ignorando os termos de alta ordem e respeitando a premissa do caminho do

raio sendo estacionário, chegamos a (Rawlinson; Sambridge, 2003):

�� = �
Z R

S

�V
V 2

dl; (2.38)

em que �� é a pertubação do tempo de trânsito resultante da pertubação da velocidade.

A leitura da solução 2.38 é que ao se realizar uma pertubação na velocidade

gera-se uma perturbação no tempo de trânsito correspondente, calculado ao longo

do traçado original do raio, considerando uma aproximação com acurácia de primeira

ordem (Rawlinson; Sambridge, 2003). E, se considerarmos a vagarosidade s = 1=V,

a expressão para a perturbação do tempo de trânsito �ca dessa forma (Rawlinson;
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Sambridge, 2003):

�� =
Z R

S
�sdl; (2.39)

que evidencia melhor a proporcionalidade entre as perturbações.

Neste momento é necessário relembrar a função da matriz de derivadas parciais

G, ou matriz de sensibilidade, dentro do contexto da inversão. Essa matriz descreve a

taxa de variação das mudanças dos tempos de trânsito em relação aos parâmetros do

modelo, G = @g
@m, e é requerida quando lidamos com métodos que usam o gradiente

para inversão (Rawlinson; Sambridge, 2003). Se considerarmos a equação 2.36 com

o modelo de vagarosidade de�nido por grades regulares, podemos descrever essas

derivadas da seguinte forma:
@�
@sn

=
Z R

S

@s
@sn

dl; (2.40)

em que sn é a vagarosidade de uma cela particular e @s
@sn

é a mudança da vagarosidade

ao longo do raio com respeito a sn (Rawlinson; Sambridge, 2003). Em parametrização

com celas regulares de velocidade constante e uso da vagarosidade, a relação das

derivadas parciais é @�i
@sj

= l ij , com l ij sendo de�nido pelo comprimento do i ésimo raio

na j ésima cela (Zelt, 2021). Nesta situação, podemos de�nir a matriz G de maneira

discreta considerando N número de raios para M número de celas de vagarosidades:

G =

2

6
6
6
6
6
6
6
6
4

l11 l12 l13 l14 : : : l1M

l21 l22 l23 l24 : : : l2M

l31 l32 l33 l34 : : : l3M
...

...
...

...
. . .

...

lN 1 lN 2 lN 3 lN 4 : : : lNM

3

7
7
7
7
7
7
7
7
5

(2.41)

A �gura 2 apresenta um esbo ço de 5 raios percorrendo um modelo em celas a partir de

uma mesma fonte profunda e detalha o mapeamento de um dos raios neste tipo de

parametrização. Esse operador será utilizado na etapa de inversão e o fato de usarmos

a premissa do raio estacionário a cada iteração não é um problema, uma vez que a

direção do gradiente calculado será melhorada depois de várias iterações (Zelt, 2021).

2.2.3 A etapa de inversão

A inversão tomográ�ca por tempos de tr ânsito pode ser realizada de inúmeros

modos (Rawlinson; Sambridge, 2003), no entanto será dado maior enfoque para o
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Figura 2 – Esboço do traçado de raios em grade regular. O raio 1 �a esquerda é detalhado como
exemplo. Em destaque a cela 21, mostrando a divisão em segmentos de raios dl.
Fonte: o autor.

método iterativo de Gauss-Newton com otimização local (como apresentado ao �nal do

item 2.1.1). Esse método tem o objetivo de minimizar a função objetivo E(m) de�nida

pela norma L2 dos res�́duos, com adição ou não dos termos regularizadores, usando

um modelo inicial m0, conforme apresentado no item 2.1.2.

Dentro das premissas de estat�́stica gaussiana do método dos m�́nimos quadrados

(2.1.3), podemos rearranjar o funcional apresentado na equação 2.9 considerando que

estamos trabalhando com um método iterativo e que existem incertezas nos dados

observados (Rawlinson; Sambridge, 2003):

Ed(m) = ( G(mn ) � dobs)T C � 1
d (G(mn ) � dobs); (2.42)

com Cd representando a matriz de covariância dos dados dobs e G(mn) são os dados

calculados através do modelo no passo n. Se o erro é assumido como não

correlacionável e tem a mesma variância (Menke, 2012), a matriz Cd é uma matriz

diagonal contendo a variância � 2
d, sendo � d o desvio-padrão no tempo de trânsito

observado, também descrito como a incerteza e geralmente está relacionada aos erros

de picagem (Rawlinson; Sambridge, 2003). Conforme vimos, a matriz Cd pode ser

referida como o inverso da matriz de pesos dos dados Wd, esta última sendo mais

utilizada pois normalmente não se realiza uma análise efetiva da incerteza do dado

(Rawlinson; Sambridge, 2003).

Como a tomogra�a s �́smica tende a ser um problema misto (Cox; Verschuur, 2001),
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com algum tipo de indeterminação, a solução requer regularização. Esse termo pode

ser descrito como um funcional (Rawlinson; Sambridge, 2003):

Em (m) = ( mn � m0)T C � 1
m0

(mn � m0); (2.43)

em que mn é o modelo utilizado no passo e m0 é o modelo inicial usado como referência

a priori. A matriz de covariância do modelo a priori Cm0 contém as incertezas, ou os

desvios-padrão � m0 , dos parâmetros do modelo inicial. De maneira prática, assume-se

a matriz de pesos do modelo Wm ao invés da matriz de covariância do modelo a priori

(Rawlinson; Sambridge, 2003). Essa matriz de pesos pode ser expressa como um

somatório de regularizações, como apresentado em (Valentine; Sambridge, 2018):

�W m = �I + �D T D; (2.44)

em que I representaria uma matriz identidade M x M e D T D algum operador simétrico,

como por exemplo o operador de segunda ordem de suavização (Valentine; Sambridge,

2018). Quando � é igual a zero, o resultado é uma regularização de Tikhonov de ordem

0 (Valentine; Sambridge, 2018), como já discutido no item 2.1.2.

A função objetivo E(m) pode ser representada por uma adição dos termos do

dado Ed(m) e do modelo Em (m). Usando o método de Gauss-Newton para localizar o

ponto de atualização mn+1 procurando o m�́nimo de uma tangente ao paraboloide E(m)

no ponto mn (Rawlinson; Sambridge, 2003) chegamos na solução similar �a equação

2.35, deduzida por Tarantola (2005):

� mn = � � n (GT
n C � 1

d Gn + C � 1
m0

)� 1(GT
n C � 1

d � d + C � 1
m0

� m0); (2.45)

nesse caso já adaptado para a solução por tomogra�a s �́smica, em que � mn = mn+1 �

mn , Gn corresponde �a matriz de derivadas parciais calculada no modelo mn , Cm0 é a

matriz de covariância do modelo a priori (modelo inicial, nesse caso), � d = dobs � dcalc,

Cd é a matriz de incertezas do dado observado e � m0 = mn � m0. Para o caso do uso

das matrizes de pesos ao invés das matrizes de covariância, �car �́amos com a solução

similar �a equação 2.28 apresentada por Cox e Verschuur (2001):

� mn = � � n (GT
n WdGn + �W m )� 1(GT

n Wd� d + �W m � m0); (2.46)

com a diferença que o fator de ajuste do passo � n está discriminado e que �W m pode

conter mais de um tipo de regularização, como apresentado em 2.44.

A solução da inversão da matriz com M x M parâmetros é a parte de maior

custo computacional (Rawlinson; Sambridge, 2003). Esse problema pode ser resolvido
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por algum método de solução de sistemas lineares quando a matriz não é muito

grande, passando pela solução por Decomposição por Valores Singulares no caso de

tamanhos intermediários, e para os casos de matrizes com mais que 1000 parâmetros

a recomendação é a da utilização do Gradiente Conjugado ou LSQR (Rawlinson;

Sambridge, 2003).

Esse processo de inversão usando a equação 2.46 se dá de maneira iterativa para

determinar o modelo atualizado mn+1 = mn +� mn , em que o traçado de raio do modelo

corrente é usado para essa atualização e um novo traçamento de raios será realizado

na próxima iteração (Rawlinson; Sambridge, 2003). Esse processo se encerra quando

os tempos de trânsitos calculados por traçado de raios no modelo atualizado é igual ou

muito próximo aos tempos de trânsitos observados (Rawlinson; Sambridge, 2003).

2.2.4 Computando resolução e incertezas

As incertezas dentro do processo de inversão tomográ�ca t êm duas fontes

principais (Mandelli; Lipari; Tubaro, 2017): o espaço nulo em G que de�ne a

indeterminação do problema, e a diferença entre os valores singulares m�́nimos e

máximos (número de condição) na matriz G, que se for muito grande pode corromper a

solução. O uso da regularização é uma forma de contornar estes problemas, porém

pode haver subjetividade durante esse processo e se for utilizada de maneira

inadequada pode prover resultados sem o signi�cado f �́sico esperado (Mandelli; Lipari;

Tubaro, 2017). Uma das formas de avaliar as incertezas na tomogra�a é analisando as

matrizes de resolução e de covariância a posteriori.

Partindo da solução para atualização do modelo, equação 2.45, podemos separar

o termo (GT
n C � 1

d Gn + C � 1
m0

)� 1GT
n C � 1

d como a inversa generalizada G� g para computar as

matrizes de resolução (Rawlinson et al., 2014). As matrizes de resolução do dado e do

modelo, apresentadas nas equações 2.17 e 2.18, foram desenvolvidas para problemas

lineares, mas permanecem válidas para problemas fracamente não-lineares (Tarantola,

2005). Quando a matriz de resolução do modelo tem valores na diagonal principal igual

a 1 isso signi�ca que h á dado su�ciente para estimar um modelo único (caso sobre-

determinado), mas não indica a qualidade da solução (Cox, 2004). Essa matriz tem

sido utilizada para avaliar inversões tomográ�cas por m étodos de soluções iterativas

para matrizes grandes e esparsas, como o LSQR, e a evolução da matriz de resolução
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do modelo pode indicar quais parâmetros estão sendo resolvidos a cada truncamento

(Cox, 2004; Yao; Roberts; Tryggvason, 1999).

Os valores da diagonal da matriz de covariância a posteriori 2.34 indicam a

incerteza (variância � 2
m ) associada a cada parâmetro e os valores fora da diagonal

principal podem ser usados para o cálculo do coe�ciente do correla ção � e indicar se

existe dependência entre os parâmetros (Tarantola, 2005; Rawlinson et al., 2014). Com

a premissa de que a solução da equação 2.45 é um modelo médio em uma distribuição

gaussiana, e que a matriz de covariância a posteriori nos fornece os desvios-padrão

� m para cada parâmetro, uma das formas de se trabalhar com essas informações é

através de simulações probabil�́sticas, conforme sugerido por (Tarantola, 2005). Grande

parte dos esforços das pesquisas com as incertezas relacionadas a tomogra�a foi

encaminhada nessa direção (Duffet; Sinoquet, 2002; Duffet; Sinoquet, 2006; Osypov et

al., 2013; Messud et al., 2017; Jones et al., 2019; Messud; Guillaume; Lambaré, 2021).

Tarantola (2005) menciona que há relação entre a matriz de resolução do modelo

Rm e as matrizes de covariância a priori Cmp e a posteriori eCm usando a soma dos

elementos da diagonal principal das matrizes (traço):

trI = trR m + tr ( eCmC � 1
mp

); (2.47)

que pode ser interpretada da seguinte forma:
�
N total

�
=

�
Ndado

�
+

�
Na priori

�
; (2.48)

em que N total é o número total de parâmetros do modelo, Ndado representa a porção dos

parâmetros que foi resolvida pelo dado e Na priori é a porção de parâmetros resolvida pela

informação do modelo a priori. Essa interpretação pode apoiar a avaliação de qualidade

da solução �nal da invers ão, ponderando a importância do dado e da informação a

priori para determinado problema.
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3 Metodologia

A abordagem metodológica para identi�car as incertezas provenientes da

tomogra�a por tempos de tr ânsito foi fundamentada em experimentos sintéticos

realizados a partir de um algoritmo de modelagem por traçado de raios e inversão das

velocidades. Trabalhos anteriores de modelagem por traçado de raios e inversão

tomográ�ca, como os desenvolvidos por Capucci (2013), Almeida (2013) e Bulh ões

(2020), serviram como base para a implementação do algoritmo. A seguir veremos em

detalhe cada etapa da metodologia.

3.1 Algoritmo de modelagem e inversão

O algoritmo de modelagem por traçados de raios e inversão foi desenvolvido

baseado em iterações recursivas e opera de acordo com as seguintes etapas: I -

cálculo dos tempos de trânsito através da modelagem direta a partir de um modelo de

velocidade a ser estimado (modelo original) usando a equação eikonal 2.37, simulando

a aquisição dos dados observados; II - cálculo dos tempos de trânsito a partir do

modelo atual (primeira iteração usa o modelo inicial), também utilizando a equação

2.37; III - cálculo do res�́duo entre os tempos calculados e observados e veri�ca ção do

critério de tolerância; IV - traçamento dos raios através do gradiente das matrizes de

tempo de trânsito calculadas anteriormente; V - construção da matriz de sensibilidade

(matriz G em 2.41) a partir do mapeamento dos raios sobre as células do modelo; VI -

uso do vetor de res�́duos e da matriz de sensibilidade para o cálculo das atualizações

do modelo usando a equação 2.46; VII - atualização do modelo; segue a sequência

II, III, IV, V, VI e VII até atingir o valor de tolerância do res�́duo. A �gura 3 apresenta o

�uxograma esquem ático do algoritmo.

O núcleo do algoritmo pode ser dividido em três etapas: a modelagem direta que

computa os tempos de trânsito e que permite o cálculo do res�́duo; a construção da

matriz de sensibilidade realizado a partir do mapeamento do traçado de raios; e o

cálculo das atualizações do modelo. A seguir serão descritas estas etapas conforme

desenvolvido no algoritmo de inversão.
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Figura 3 – Fluxograma esquemático do algoritmo de modelagem direta e inversão tomográ�ca.
Fonte: o autor.

3.1.1 Modelagem direta e cálculo do res�́duo

A modelagem direta foi realizada através de cálculos das matrizes de tempo de

trânsito usando o algoritmo para 2 dimensões (time2d) de Podvin e Lecomte (1991).

Esse algoritmo permite trabalhar com modelos em grades regulares e com grandes

contrastes de velocidades (Podvin; Lecomte, 1991), e sua utilização trouxe �exibilidade

ao algoritmo para escolha das posições de fontes e receptores nos experimentos.

Os modelos de velocidades, discretizados na forma de grades regulares, são

convertidos para vagarosidade e a cada nó de cela os tempos de trânsito de primeiras

chegadas serão estimados a partir de múltiplas chegadas dos 8 nós vizinhos (Podvin;

Lecomte, 1991). A �gura 4 apresenta dois modelos com diferentes velocidades

homogêneas e suas respectivas matrizes de tempo de trânsito calculadas a partir de

uma fonte central profunda. A partir destas matrizes de tempo de trânsito são

registrados os valores dos tempos das celas superiores, usando um espaçamento

determinado, para representar os receptores na superf�́cie (detalhe na �gura 4). Esse

processo se repete para cada diferente posição de fonte determinada no experimento.

O vetor de res�́duos � d é a diferença dos valores registrados em um modelo dito

como o original, onde são registrados os tempos observados, e o modelo usado na

iteração, em que são computados os tempos calculados (letra E na �gura 4). Esse
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Figura 4 – Exemplo dos cálculos para 2 matrizes de tempo de trânsito e computação do res�́duo.
A - modelo de velocidade original com velocidade constante de 2000 m/s, com
destaque para a localização da fonte (estrela vermelha); B - matriz de tempo de
trânsito calculada para o modelo em A, com destaque para os receptores (triângulos
cinzas) no limite superior do modelo; C - modelo de velocidade com velocidade
constante em C; D - matriz de tempo de trânsito calculada para o modelo constante
de 1600 m/s; E - Res�́duos com os valores absolutos são calculados pela diferença
entre os dados originais (laranja) e o dados calculados (azul). Fonte: o autor.

vetor será utilizado para a atualização do modelo.

3.1.2 Construção da matriz de sensibilidade

A obtenção da matriz de derivadas parciais G, também denominada de matriz de

sensibilidade, é realizada a partir da de�ni ção dos traçados de raios e sua relação com

a parametrização do modelo. Esse mapeamento de�ne o operador que ser á usado no
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cálculo das atualizações do modelo.

Os raios são traçados a partir dos gradientes das matrizes de tempo de trânsito.

Esse cálculo é realizado desde os receptores até a fonte, com base no princ�́pio da

reciprocidade, através de passos com incrementos opostos �a direção do gradiente da

matriz de tempo de trânsito (Podvin; Lecomte, 1991). Uma vez obtido os gradientes dos

tempos de trânsito nas direções (x; z), a operação se dá em dois passos principais, da

seguinte forma (Bulhões, 2020; Almeida, 2013; Capucci, 2013): I – para o ponto atual

os valores dos gradientes dos tempos de trânsito são interpolados para a verdadeira

posição (x; z) usando os valores das celas mais próximas, e assim obtém-se a direção

do novo ponto (oposto ao valor do gradiente); II – as novas posições são calculadas

a partir dessa direção, usando um passo uniforme de tamanho menor que a cela do

modelo; segue o cálculo I com o ponto atualizado. Ao �m, quando a dist ância do ponto

�a fonte for menor que metade da largura da cela, considera-se o próximo ponto como a

posição (x; z) da fonte. Na �gura 5A observa-se o tra çamento dos raios realizados a

partir de uma matriz de tempo de trânsito.

Figura 5 – Construção da matriz de sensibilidade. A - Traçado de raios realizado a partir da
matriz de tempo de trânsito, desde os receptores (triângulos em cinza) até a fonte
(estrela vermelha); B - apresentação da matriz de sensibilidade G com cada linha
caracterizada pelo somatório dos segmentos do raio nas determinadas celas; C -
representação deste somatório na geometria do modelo, destacando quais celas
estão melhor representadas por esse experimento. Fonte: o autor.

Uma vez obtida a descrição dos traçado dos raios, podemos relacionar os tempos

de trânsito de cada raio com os parâmetros do modelo. Neste trabalho utilizou-se

diretamente os valores de velocidade V ao invés de vagarosidade s. Isso implica que a

determinação da matriz de derivadas parciais, apresentada pela equação 2.41, deve
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ser modi�cada:

G =

2

6
6
6
6
6
6
6
6
4

l11
V 2

1

l12
V 2

2

l13
V 2

3

l14
V 2

4
: : : l1M

V 2
M

l21
V 2

1

l22
V 2

2

l23
V 2

3

l24
V 2

4
: : : l2M

V 2
M

l31
V 2

1

l32
V 2

2

l33
V 2

3

l34
V 2

4
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V 2
M

...
...

...
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. . .
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lN 1
V 2

1

lN 2
V 2

2

lN 3
V 2

3

lN 4
V 2

4
: : : lNM

V 2
M

3

7
7
7
7
7
7
7
7
5

(3.1)

Na prática, os segmentos ao longo de um raio e contidos em uma cela são

somados (ponderados pela velocidade da cela) para compor um elemento da matriz.

Ao �nal teremos uma matriz em que as linhas representam os raios e as colunas

são as celas, e cada posição dessa matriz contém esse somatório. Na �gura 5B

podemos ver a representação grá�ca da matriz de sensibilidade G, computada a partir

do traçado de raios apresentado na letra A da mesma �gura. Uma outra forma de

observar o signi�cado deste operador é empilhando os dados em cada cela e assim

obtendo uma representação da sensibilidade dos parâmetros em relação ao conjunto

de dados observados (�gura 5C). Nessa �gura observamos que o tamanho das celas

da modelagem direta tem o mesmo tamanho que as celas de inversão, mas para a

realização dos experimentos efetuou-se uma subamostragem. Isso garantiu a acurácia

necessária na obtenção das matrizes de tempo de trânsito com a amostragem original e

permitiu maior e�ci ência durante os cálculos de inversão, pois o número de parâmetros

a serem invertidos foram reduzidos.

3.1.3 O cálculo das atualizações dos modelos

Uma vez obtidos o vetor de res�́duo � d e a matriz de sensibilidade G, o cálculo da

atualização do modelo pode ser efetuado através da solução de um sistema linear. No

caso mais simples, sem considerar a matriz de pesos dos dados Wd e os componentes

de regularização �W m , utiliza-se a equação dos m�́nimos quadrados 2.20 para encontrar

uma atualização do modelo � m. Para trabalhar os dados na forma de vetores e matrizes

e solucionar o sistema de equações lineares foi utilizada a biblioteca de livre acesso

Eigen (https://eigen.tuxfamily.org) que permitiu �exibilidade e agilidade aos c álculos,

operando desde pequenas matrizes mais simples até mesmo matrizes grandes, densas

ou esparsas.

No exemplo apresentado na �gura 5 o c álculo da atualização usando a equação
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dos m�́nimos quadrados é inapropriado pois o problema é claramente indeterminado

– o número de incógnitas (110 parâmetros do modelo) é maior que o número de

informações dispon�́veis (11 tempos de trânsito). Uma alternativa seria buscar uma

solução com o cálculo da pseudoinversa de Moore-Penrose, apresentada na equação

2.13, estimando a atualização sem contabilizar os espaços nulos dos modelos. A �gura

6 compara essas duas formas de solução para esse exemplo. A atualização calculada

pelos m�́nimos quadrados, nesse exemplo, é incoerente com a distribuição dos raios,

e certas celas que têm pouca contribuição de raios apresentam valores muito altos

de velocidade a serem corrigidos. Isso representa instabilidade da solução, e quando

compara-se com a solução por SVD (decomposição por valores singulares), em que se

elimina o espaço nulo, essa última é mais coerente com o experimento apresentado

(letras C e D da �gura 6).

Figura 6 – Cálculo da atualização do modelo em um problema indeterminado. A e B -
atualização do modelo � m e modelo atualizado (m0 + � m) utilizando a solução
para m�́nimos quadrados; C e D - atualização do modelo � m e modelo atualizado
(m0 + � m) para uma solução usando SVD. Fonte: o autor.

Conforme discutido na seção 2.2, a tomogra�a s �́smica é um problema

sobredeterminado ou misto, em que consegue-se obter uma relação positiva entre

número de informações e incógnitas. Essa relação pode ser obtida por meio de uma

boa cobertura de aquisição ou diminuindo o número de parâmetros que descreverão o

modelo. Nesse caso, o uso da equação dos m�́nimos quadrados 2.20 é apropriado e
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equivalente a equação 2.13. Na rotina do algoritmo empregado as atualizações são

realizadas até que o critério de convergência ou o número de iterações máximas seja

atingido. Na �gura 7 apresenta-se um resumo sobre uma itera ção do processo de

atualização do modelo, em que se usa o vetor de res�́duos � d e a matriz G para

encontrar uma solução para um problema sobredeterminado.



Cap�́tulo 3. Metodologia 49

Figura 7 – Cálculo da atualização do modelo em um problema sobredeterminado/misto. A e B,
respectivamente - modelo original (2000 m/s) e inicial (1600 m/s) com a posição de
8 tiros e 10 receptores; C e D - Traçamento de raios através das matrizes de tempo
de trânsito e computação dos res�́duos � d abaixo (curva laranja é dado observado,
para o modelo original, e curva em azul é dado calculado, para o modelo inicial); E e
F - computação da matriz de sensibilidade G e a representação da iluminação no
modelo; G e H cálculo da atualização do modelo � mn e modelo atualizado mn+1 ,
mostrando que em um passo já corrige-se a velocidade inicial de 1600 m/s para
valores próximos a 1900 m/s. Fonte: o autor.
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3.2 Con�guraç ão e análise dos experimentos

Os experimentos foram con�gurados com o intuito de simular a aquisi ção de

registros s�́smicos em superf�́cie, de forma não convencional, através de ondas se

propagando diretamente a partir de um re�etor profundo. Essa propaga ção realizada

somente em uma direção é observada no método tomográ�co do tipo po ço-a-poço e

se assemelha �a abordagem de operadores focais utilizada na tomogra�a por Common

Focus Point (CFP) (Cox, 2004). Para o cálculo de inversões dos tempos de trânsito

foi necessário realizar subamostragem do modelo, uso de regularização e de�ni ções

para controlar as iterações. Após obter-se a convergência para uma solução �nal, os

resultados foram analisados com o intuito de relacioná-los com o cálculo das incertezas.

A seguir, essas etapas serão detalhadas.

3.2.1 Geometrias dos modelos, amostragem e o posicionamento de

fontes e receptores

Modelos bidimensionais foram elaborados com extensões compat�́veis a uma área

exploratória em bacia sedimentar. Com o intuito de explorar diferentes aspectos da

inversão tomográ�ca, foram divididos 2 grupos de modelos experimentados: I - modelos

equidimensionais com 1 interface de fontes; II - modelos estreitos com 4 interfaces de

fontes.

O primeiro grupo de modelos propostos tem as mesmas dimensões de

profundidade e distância, com 800 amostras em cada dimensão e distância entre

amostras de 10 metros, totalizando 640.000 amostras para o processo de modelagem.

Esses modelos foram con�gurados com apenas uma interface de fontes profunda,

caracterizada por várias fontes equidistantes e dispostas no mesmo n�́vel de

profundidade no modelo. Para garantir uma boa amostragem para inversão, optou-se

por reduzir o tamanho das celas a serem invertidas por um fator de 40, reduzindo os

parâmetros do modelo a 400 amostras. Para garantir a sobredeterminação do

problema inverso, optou-se por posicionar 40 fontes na máxima profundidade do

modelo e posicionar 40 receptores na superf�́cie, o que totaliza 1600 raios através do

modelo. A �gura 8 apresenta um exemplo desse primeiro grupo de modelos.
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Figura 8 – Apresentação do Grupo I de modelos. Modelo equidimensional com 1 interface de
fontes. Detalhe da subamostragem realizada para inversão (grade em preto) em
relação a da modelagem (grade em vermelho). Receptores são os triângulos cinzas
e as fontes são as estrelas vermelhas. Fonte: o autor.

O segundo grupo de modelos foi elaborado como uma tentativa de explorar a

amostragem vertical diferencial no modelo, impondo uma tendência de maior

amostragem para as camadas mais rasas quando comparada �as mais profundas.

Dessa forma, foram posicionados 4 interfaces de fontes em 2000m, 4000m, 6000 e

8000 metros de profundidade, com 20 fontes sobre cada uma delas e 20 receptores

em superf�́cie, totalizando 1600 raios. O modelo tem 400 amostras na direção

horizontal e 800 amostras na direção vertical, totalizando 320000 amostras usadas na

modelagem direta. A opção pelo formato estreito é para garantir um adequado traçado

do raio entre as fontes mais rasas e os receptores mais distantes, evitando ângulos

muito maiores que o cr�́tico. Para a etapa de inversão foi realizada uma

subamostragem com um fator de 40, reduzindo o modelo de inversão a um total de 200

parâmetros a serem estimados (�gura 9).

3.2.2 A ambiguidade do experimento e o uso das matrizes de pesos

para regularização

Apesar da tentativa de conformação de geometria dos experimentos propostos

para se obter um sistema sobredeterminado, existe uma tendência de dependência
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